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Resumen

El presente trabajo examina los conceptos tedricos que permiten entender la utilidad de las redes
neuronales multicapa en la clasificacién de imégenes. Igualmente, en él se explica el algoritmo mate-
matico del método de retropropagacién que puede utilizarse para entrenar dichas redes y clasificar
patrones que no pueden separarse mediante una superficie lineal. Los resultados de la aplicacién del
algoritmo usando un programa de &algebra computacional son comparados con la respuesta obtenida
mediante el uso de un simulador de redes neuronales. Finalmente, se argumenta que el uso de las
redes neuronales es un alternativa solida para resolver problemas complejos de clasificacion.

1 Introduccién

El uso de algoritmos estadisticos para realizar clasificacién es una técnica muy popular en teledeteccion.
La mayoria de los usuarios tradicionales obtienen la clasificaciéon de las imé&genes usando el método de
méxima probabilidad. El proceso de decisién asigna cada pixel a aquella clase en la cual la probabilidad
de pertenencia sea mayor, sobre la base de una distribucion estadistica determinada a partir de unos
pixeles cuya clase se conoce y que sirven de »entrenamiento». Esta regla de decisiéon estadistica tiene una
contraparte geométrica que permite entender que un pixel se clasifica sobre la base de su posiciéon en un
espacio multiespectral respecto a una superficie de separacién. Este hecho permite adoptar una interpreta-
cion geométrica de la clasificacion sin necesidad de partir de métodos o modelos estadisticos.

2 Discriminacion Lineal

2.1 Concepto de un Vector de Pesos

Considere el espacio bi-espectral de dos clases como se muestra en la Figura 1, en el que una linea recta
permite separar las dos clases. Esta linea recta puede extenderse a un espacio multidimensional y consti-
tuir un hiperplano o superficie de decisiéon para clasificaciéon multiespectral. En dos dimensiones, la ecua-
cion del hiperplano puede ser expresada como

w11 t+wexst+wg = 0 (1)

donde z; son las coordenadas del nivel digital del espacio multiespectral y w; son constantes, usualmente
llamadas pesos. Existen tantos pesos como nimero de bandas existan en los datos, mas uno. En general,
para un namero de bandas NV, la ecuacién de la superficie lineal es

w1T1 + Waka+ ... + WNEN +WNy1 = O (2)
que puede ser escrita como
wiz+wyyr = 0 (3)

donde x es el vector de coordenadas y w es el vector de pesos.

x. This document has been written using the GNU TgXyacs text editor (see www.texmacs.org).
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En la vida real la posicion de la superficie de separacion no se conoce inicialmente. El entrenamiento
de un clasificador lineal lo que hace es determinar un conjunto apropiado de pesos que coloque la super-
ficie de decision de manera correcta entre los dos conjuntos de muestras de entrenamientos. No existe
necesariamente una solucién dnica, sino que existe un ndmero infinito de diferentes hiperplanos de deci-
sién que podrian ser capaces de separar las dos clases.

Para un conjunto de datos determinado, una ecuacién explicita de la superficie de separacién puede ser
obtenida usando la regla de distancia minima, que se basa en los vectores promedio que definen las dos
clases. Un método alternativo consiste en seleccionar una superficie arbitraria y luego iterar hasta encon-
trar una posicion aceptable. Aunque este tltimo método no es muy usado, es util tomarlo como base para
entender algunos de los conceptos utilizados en redes neuronales.

Xz
A Hiperplano de separacion

WK+ WKt wg=0

> X,

Figura 1. Espacio multiespectral de dos dimensiones, con dos clases de pixel que pueden ser separadas por una
superficie lineal

2.2 Evaluacién de Membresia de Clase

El célculo de (3) sera unicamente cero cuando los valores de x estén sobre la superficie de decisiéon. En la
Figura 1, los pixeles de una clase estan a la izquierda de ese plano y los de la otra clase a su derecha. Asi
que, una vez que se identifica una superficie de decision a través de un entrenamiento, la regla de decision
Se expresa como

zeclasel si wlx+wnyi1>0
z€clase2 si w'e+wyy1<0 (4)

2.3 Entrenamiento

Es posible definir un vector aumentado de acuerdo a
y = [« 1]
Si en (3) se incluye el término wy 11 dentro del vector de pesos, se obtiene
w=[w', wy41]* (5)
de manera que la superficie de decisién se puede expresar como

wly = 0 (6)
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de manera que la regla de decision en (4) se puede plantear de otra manera

z Eclasel si wiy>0
z €clase2 si wly<0 (7)

Es usual pensar que w'y = 0 define una superficie lineal en un espacio multiespectral z (ahora definido
como y), en el cual los coeficientes de las variables (y1, yo, etc.) son los pesos wy, wa, etc. Sin embargo, es
también posible interpretar que la ecuacion describe una superficie lineal en la cual y son los coeficientes y
w son las variables. Esta superficies ocurre en un espacio de coordenadas que tiene ejes wy, we, etc. Una
version bidimensional de este espacio de pesos, como se podria denominar, se muestra en la Figura 2, en
la cual se han graficado un nimero de hiperplanos patrones; estas son superficies lineales que pasan a
través del origen y que tienen como sus coeficientes, los componentes de los vectores de pixel (aumen-
tados). Asi, mientras en un espacio multiespectral, los pixeles estan representados por puntos, en un
espacio de pesos, ellos aparecen como superficies lineales. De la misma manera, un conjunto de coefi-
cientes de pesos definirad una superficie en un espacio multiespectral pero sera un punto en un espacio de
pesos.

» =

Hiperplanos patrones

_v Region de

<" solucidn

A punto de
peso

» Wy

Figura 2. Representacion de los pixeles como hiperplanos y de los vectores pesos como puntos, en un "espacio de
pesos". La flechas indican el lado de cada plano de pixel en el que los pesos deben caer para una clasificacion
correcta.

En el espacio de pesos, la regla de decision dada en (7) también aplica, sin embargo, ahora verifica que
el punto de peso esté en el lado apropiado del hiperplano del patron. Por ejemplo, en la Figura 3 se
muestra un simple punto de peso que esta en el lado correcto de cada pixel y de esta manera define una
superficie de decisién 1til en el espacio multiespectral. En el diagrama, las flechas son graficadas a cada
hiperplano del pixel para indicar el lado en el cual el punto de peso debe caer para que la prueba de la
regla de decision (7) sea exitosa para todos los pixeles. El propdsito de entrenar el clasificador lineal es
asegurar que el punto que define el peso esté localizado dentro de alguna parte de la regidn de solucion.
Si, a través de algunos ensayos iniciales, el punto que representa el peso se localiza en alguna parte dife-
rente del espacio de pesos lo que hay que hacer es moverlo para que caiga en la regiéon de solucidn.

Suponga que se hace una estimacién inicial del vector de pesos w, pero que al hacerlo el punto que
representa el peso esta en el lado equivocado de un hiperplano de un pixel particular como se ilustra en la
Figura 3.
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Figura 3. Modificacién del punto de peso para obtener una respuesta correcta.

En la figura el punto se tiene que mover al otro lado del vector de pixel para dar una respuesta
correcta de acuerdo con la regla de decision (7). La manera directa en el cual el punto se puede modificar
es moverlo atravesando el hiperplano que representa el pixel. Esto puede ser alcanzado agregando una
cantidad escalada del vector pixel al vector de pesos. La nueva posicién del punto de pesos es entonces
| w = w+cy 8 |
donde c es llamado el incremento de la correccién, cuyo valor esta determinado por la cantidad del despla-
zamiento del punto de peso original de manera perpendicular al hiperplano del pixel. Si ese incremento es
suficientemente grande el punto de peso serda movido a través del plano del pixel tal como se requiere.
Cuando se ha modificado el vector de pesos, el producto en (7) es

w'ty = why+cy'y
= w'y+tefyf?

Es claro que si el valor inicial w!y fue erréneamente negativo, entonces un valor positivo de c le dara un
valor positivo a w'’ ty; de otra modo, un valor negativo de ¢ corregird un valor positivo inicial erréneo del
producto.

Usando la prueba de membresia de clase (7) y la formula de correcciéon (8) se puede realizar un proce-
dimiento de entrenamiento no paramétrico iterativo, que se conoce como retroalimentaciéon por correccién
de error (error correction feedback).

Primero, se escoge arbitrariamente un punto pesos de en una posiciéon inicial. Luego, los vectores que
representan los pixeles son examinados de a uno cada vez. Si la posicién del peso actual clasifica un pixel
correctamente entonces no se hace nada, pero si no lo hace hay que modificarlo -usando (8)- con respecto
a ese vector de pixeles. Este procedimiento se tiene que repetir para cada pixel dentro del conjunto de
entrenamiento, y el conjunto total de vectores se debe examinar tantas veces como se requiera para ir
moviendo el punto de peso dentro de la regién de solucién. Si las clases se pueden separar linealmente
entonces se alcanza una solucion.

2.4 Especificacién en el Incremento de la Correccién

Existen varias maneras de escoger el valor del incremento de la correccion, c. La méas simple es igualar el
valor de ¢ a una constante positiva o negativa (de acuerdo al cambio que se requiera en el producto wty).
Un valor muy usado es tomar ¢ = =1 de manera que la aplicacion de (8) simplemente lo que hace es adi-
cionar o restar el valor del vector del pixel y de esta manera se hace un entrenamiento muy rapido.
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Otra posibilidad es seleccionar un incremento de correcciéon proporcional a la diferencia entre la res-
puesta del clasificador y el valor deseado

de manera que (8) puede escribirse

’

con Aw = nt—wty)y (9)

donde t es la respuesta deseada del patrén de entrenamiento y y w' y es la respuesta actual;  es un
valor que controla el grado de correccién aplicada. Usualmente ¢ se escoge como +1 para una clase y -1
para la otra.

2.5 Clasificacion - La Unidad Loégica de Umbral (TLU)

Después de entrenar un clasificador lineal de dos categorias, se obtiene la version del vector de pesos final
w, que se puede utilizar con pixeles nuevos para adjudicarles una etiqueta de clase, aplicando la regla de
decision que se indica en (7). La regla de clasificacion se puede representar como se muestra en la Figura
4a. En el diagrama consiste de varios elementos que tienen un peso, otro elemento que hace una suma-
toria y un elemento de salida que realiza la seleccion maxima. Estos elementos unidos se conocen como
Unidad Logica de Umbral (Treshold Logic Unit (TLU)). Este concepto es similar al de un procesador ele-
mental (PE) utilizado en redes neuronales, pero en ella el umbral de salida se reemplaza por una funciéon
maés general y la ruta de la unidad de entrada de patrones aumentado es realmente incorporado dentro de
la funcién de salida. En la Figura 4b, el elemento de umbral simple ha sido reemplazado por un bloque
funcional que realiza la adicién del coeficiente de peso final a la suma ponderada de los componentes de
pixel de entrada y luego realiza una operaciéon de umbral o una operacién no lineal més general.

Hig—» Wy

20— W2 1

0z
-1

Tt
2= Kt Wpea

lo— Wy

xlo_" wl

20— W,
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Figura 4. a Una representacién grafica de (7). b Representacién mas usual de un elemento de procesamiento en
donde la funcién de umbral se ha generalizado.
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3 La aproximacién de Redes Neuronales

La estructura de nodos de la Figura 4b puede conducir a un teorema de entrenamiento de clasificaciéon no
lineal multicategoria, siempre y cuando el elemento de salida no aplique una operacién de umbral a las
entradas ponderadas sino que aplique una operacion asintdtica y de esta forma mateméticamente diferen-
ciable.

3.1 Procesador Elemental (PE)

El nodo de procesamiento esencial en una red neuronal es un elemento como el mostrado en la Figura 5a.
La operacion es descrita como

‘ o = f(w'z+0) (10)‘

donde € es un umbral (algunas veces igualado a cero), w es un vector de coeficientes de pesos y x es el
vector de entradas. Para el caso especial en donde las entradas son los valores de las bandas de un vector
de pixeles multiespectrales, podria ser recomendado que el valor de umbral 8 tome el valor del coeficiente
de pesos wy41 de (2). Si la operacion f es una operacion de umbral, este elemento de procesamiento se
podria comportar como una TLU. En general, el numero de entradas a un nodo sera definido por la topo-

logia de la red lo mismo que por la dimensionalidad de los datos.
X

x2 o:f(wt)(+9)

X3cu—

1.0

0.6 |

0.2 |-

b

Figura 5. a Procesador elemental de una red neuronal. b Graficas de (11) para diferentes valores de 6y

La expresion més comin para la funcién de activaciéon es

1
1@) = T =278
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donde el argumento de z es w'z + 6 como se indicé en (10) y 6y es una constante. Esto asegura que el
valor sea 1 para z muy grandes y positivo y 0 para z grandes y negativos y de esta manera es un umbral
asintotico. La salida del producto w'z es un escalar simple, cuando se grafica con § = 0 en (11) y como
aparece en la Figura 5b. Para 6y muy pequefios la funcién de activacién se aproxima a una funcién de
umbral, generalmente 6yp=1.

Una red neuronal para uso en el analisis de imagenes de sensores remotos serd como la que aparece en
Figura 6, la cual es un clasificador en capas compuesto de procesadores elementales del tipo mostrado en
la Figura ba. Existe una capa de nodos de entrada que tiene la funcién de distribuir las entradas a los ele-
mentos de procesamiento de la siguiente capa, y si es necesario escalarlos, y una capa de salida en la cual
se va a proporcionar la informaciéon de la etiqueta de las diferentes clases. Usualmente una sola capa
oculta puede ser suficiente, aunque el nimero de nodos de la capa oculta no se puede determinar con faci-
lidad.

Salidas
O

Capa de Capa Capa de
entrada oculta salida

| ] K

Figura 6. Una red neuronal perceptron multicapa, y la nomenclatura usada para la derivaciéon del algoritmo de bac-
kpropagation

3.2 Entrenamiento de la Red Neuronal - Retropropagacion (backpropagation)

Antes de que se pueda desarrollar una clasificacion, la red de la Figura 6 tiene que ser entrenada. Esto
permitird determinar el vector de pesos w y el umbral 6 en (10) para cada procesador elemental conectado
a la red. Se puede observar que la constante 6y en (11) que gobierna el gradiente de la funcién de activa-
cién como se vio en la Figura 5b, estd generalmente predefinida y no necesita ser estimada a partir del uso
de los datos de entrenamiento.

La Figura 6 indica la nomenclatura usada. Las tres capas son numeradas como I, J, K donde K es la
salida. El conjunto de pesos que conecta los procesadores elementales de la capa ¢ con aquellos de la capa
J generalmente estin representados por w;; y aquellos pesos entre la capa j y k se representa por wg;.
Siempre habra un ntimero muy grande de estos pesos, pero para derivar el algoritmo de entrenamiento no
es necesario referirse a ellos individualmente. De manera similar la funcién de activaciéon general tiene
como argumento z; y salidas o; y puede ser utilizada para representar todos los argumentos y las salidas
en la capa correspondiente.

Para los PE j y k (10) es

0; = f(z;) con z]-:Z w;;0; + 0; (12)
J

or= f(z) con Zkzz Wk;0; + O (13)
k
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La sumatoria en (12) y (13) se muestra con respecto a los indices j y k. Esto debe entenderse como la
sumatoria de todas las entradas de los PEs de las capas J y K respectivamente. Las sumatorias son
expresadas en términos de las salidas de la capa previa dado que estas salidas constituyen las entradas de
los PE en cuestion.

Una red no entrenada o entrenada pobremente dara salidas erréneas. De manera, que una medida para
evaluar que tan bien estd funcionando una red durante el entrenamiento puede estimarse a partir de las
salidas de la capa anterior (K). Una medida ttil es usar la sumatoria de los errores de salida al cuadrado.
El error cometido por la red puede ser expresado como

E = ) (te—ox)’ (14)

k

donde t; representa la salida deseada o la salida objetivo, y o representa la salida real del PE de la
capa de salida en respuesta a los pixeles de entrenamiento. La suma se realiza sobre todos los PEs de la
capa de salida.

Una estrategia de entrenamiento muy utilizada consiste en ajustar los pesos en los PE hasta que el
error se minimice, estado en el cual las salidas reales son muy cercanas a las salidas deseadas.

Una aproximacién muy comin para ajustar los pesos y minimizar el valor de una funcién del cual ellos
son argumentos, es modificar los valores proporcionalmente al negativo de la derivada parcial de la fun-
cién. Esto se llama la técnica del descenso del gradiente. De esta manera para los pesos que conectan las
capas J y K se obtiene

Wi = Wi+ Awg;
con Awgj = —naawEk_
4

donde 7 es una constante positiva que controla la cantidad de ajuste. Esto requiere una expresiéon para la
derivada parcial, que puede ser determinada con la regla de la cadena

OFE  OFE Oox Oz

_ OFE dox 15)"
Owy;j Oor 0z Ows; (15)
cada término de los cuales debe ser evaluado.
Para (13) y (11) tomando como fp=1, se obtiene
doy ,
3_Zk = f'(zr)=(1—ox) ok (16)
0z
y 3 w:j = 0, (17)
tomando la Ecuacion (14) se obtiene
OF

Asi que la correccion que debe aplicarse a los pesos es

| Awg; = 1ty —ox)(1 — o) 00, (19) |
todos los términos en esta expresién son conocidos asi que puede realizarse un ajuste en los pesos que
enlazan a la capa oculta con la de salida.

Ahora considerar los pesos de los enlaces de la capas I y J. El ajuste de los pesos es

__OFE __T.(‘?E% 0z;
nawji - ’8oj 8Zj 811}3'1‘

iji ==

de manera similar que los desarrollos anteriores se obtiene

OF

(1 —Oj) 0504



LA APROXIMACION DE REDES NEURONALES 9

diferente al caso de la capa de salida k, no puede obtenerse una expresion para la derivada parcial
sobrante desde la formula de error, dado que o; no son las salidas en la capa final. En cambio, puede
expresarse la derivada en términos de la regla de la cadena involucrando los PEs de salida. Especifica-
mente

0FE OF 0z
0o; Z Bz 5o]

la derivada parcial sobrante puede obtenerse de (16) y (18) como

oOF
95 _ (4. — 1—
FPR (tr — ok)(1 — or)ok
asi que se obtiene
Awj; = n(l—o0j) 0504 E (tk — ok)(1 — oK) 0k Wi; (20)

k
teniendo determinado el valor de wy; en (19), es posible encontrar los valores w;; dado que los términos en
(20) son conocidos o pueden calcularse facilmente
Para conveniencia matematica se define
O = (tk — Ok)(l — Ok) Ok (21)
y 5 = (1—05)0; Y (tx — 0k)(1— o) o wi;
k

= (1 - Oj)Oj Z 5k Wk (22)

por ultimo se obtiene

Awg; = 1ndko; (23)
iji = 7]6j0i (24)
para observar el requerimiento de una funcién de activacién diferenciable deben compararse las dos
ultimas ecuaciones con (9).

Los umbrales 6; y 6 en (12) y (13) se encuentran de la misma manera que los valores de los pesos en
la (23) y (24), pero con las entradas correspondientes seleccionadas iguales a 1.

Teniendo el desarrollo matematico, se describe como se realiza el entrenamiento. La red se inicializa
con un conjunto arbitrario de pesos de manera tal que pueda funcionar para proporcionar una salida cual-
quiera. Luego los pixeles de entrenamiento son examinados uno a la vez por la red. Para un pixel dado la
salida de la red es calculada por las ecuaciones de la red. Casi con toda certeza la salida serd incorrecta,
es decir la salida oy de ese pixel no coincidiréd con la salida da deseada u objetivo t; del pixel, como se
indic6 cuando se hizo su etiquetado en los datos de entrenamiento. Por tanto, hay que ajustar los pesos de
los PE en (23) usando la definicién de d; en (21). Con estos nuevos valores de dx y por lo tanto wg;, (22)
y (24) se pueden aplicar para encontrar nuevos valores de pesos en las capas anteriores. De esta manera el
efecto del error en las salidas se propaga hacia atras para corregir los pesos. Esta técnica es conocida
como retropropagacion.

[Pao, 1989] recomienda que los pesos no sean corregidos en cada examen de un pixel de entrenamiento
Gnico sino que se haga las correcciones de todos los pixeles del conjunto de entrenamiento en un solo
ajuste. Asi para p patrones de entrenamiento los ajustes generales estan dados por

Awyj= Z Awg; y Awl; = Z Awjj;

p p

después de que los pesos han sidos ajustados los pixeles son nuevamente examinados por la red y las
salidas se recalculan para ver si corresponden a las clases deseadas. Usualmente habré errores y el proceso
de ajuste de pesos debe repetirse. Este proceso se itera tantas veces como sea necesario para que la red
responda la clase correcta que tiene los pixeles de entrenamiento o hasta que el niimero de errores en la
clasificacion de los pixeles de entrenamiento sea reducido en un nivel aceptable.
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Una variante al método descrito es incluir en el algoritmo un término denominado momento
(momentum), que consiste en agregar al calculo de los pesos un término adicional proporcional al incre-
mento de la iteracién o época anterior

Awgj(t+1)=nd} + o Awyj(t) (25)

Siendo « un parametro entre 0 y 1, que se suele tomar muy proximo al 1 (a=0.9). De esta manera, si el
incremento en un determinado peso tiene siempre el mismo signo, las actualizaciones, en cada iteracién
serdn mayores; sin embargo si los incrementos en ciertos pesos oscilan (a veces son positivos, otras nega-
tivos), el incremento efectivo (acumulado) se reduce al cancelarse. Asi, en zonas estrechas y profundas de
la hipersuperficie de error (con forma de valle angosto), los pesos correspondientes a la dimension estre-
chas (que sin el término de momento oscilarian de un lado al otro del valle) sufren incrementos pequefios,
mientras que los de las direcciones que descienden directamente al fondo se ven potenciados [Bishop, 1994
y citado por Martin y Sanz, 2001]. Esta es una manera de aumentar el ritmo de aprendizaje efectivo en
determinadas direcciones.

4 Ejemplo de aplicaciéon del algoritmo de retropropagacion

Para la implementacion de una ANN se requiere inicialmente de algunas consideraciones importantes.
Primero, debe seleccionarse el niimero de capas, generalmente una red de tres capas es suficiente, con la
finalidad que la primera capa distribuya los componentes de los patrones de entrada a cada PE de la capa
oculta. Es decir, las neuronas de la capa de entrada no realizan ningiin cémputo o procesamiento, tnica-
mente envian la informacion a las neuronas de la siguiente capa.

Posteriormente se realiza la seleccién del ntimero de PE en cada capa. La capa de entrada general-
mente tiene tantas neuronas como bandas existan. El niimero de elementos en la capa de salida depende
de las salidas utilizadas para representar las respuestas de la red. Alternativamente, la posibilidad de usar
salidas binarias, por ejemplos puede utilizarse dos PE para representar cuatro salidas y tres PE para
representar ocho salidas y asi sucesivamente.

Como guia general, se recomienda que el nimero de PE en la capa oculta o capas de procesamiento
deben ser iguales o mayor que el nimero de nodos de la capa de entrada [Lippman, 1987 y citado por
Richards y Jia, 1999].

Como ejemplo instructivo, se considera la implementacién de una ANN para el desarrollo de la solu-
cién de un problema de clasificacion espectral. En la Figura 7 se muestra dos clases de datos, con tres
patrones de entrenamiento en cada uno, organizados de manera tal que no exista separaciéon lineal. La
Figura 8 muestra la ANN utilizada para llevar a cabo la discriminacién de los datos.



EJEMPLO DE APLICACION DEL ALGORITMO DE RETROPROPAGACION
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Figura 7. Dos conjuntos de datos que representan dos clases que no pueden separarse linealmente

El conjunto de patrones de entrenamiento tanto de las entradas como salidas deseadas son

C11 [ C12 | C13 | C21 | C22 | C23
Banda z7 4l-4]1-1]-2|-2]|1
Banda x4 31-3|101(1-3[310

Salida objetivo| 0 | O | O | 1 | 1 | 1

Tabla 1. Patrones de entrenamiento para el problema de clasificacion de la Figura 7

Capa de Primera capa de
entrada procesamiento
{oculta)

Segunda capa de
procesamiento
(salida)

Entrada

]

Figura 8. Red neuronal implementada para la solucién de los datos de la Figura 7
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La formulacién de las ecuaciones de la red son las siguientes:

o1=f(z1), z=wiz1+wrxs
02:f(22)7 23=W3T1+ Wq X2
03= f(23), 2z3=ws01+we 02+0

El procedimiento del algoritmo de retropropagaciéon a seguir es:

Paso 0. Inicializar los pardmetros de entrenamiento y los pesos con pequenos valores arbitrarios o
aleatorios.

n=02, «=0.9
wy10=— 0.1875, w11 =0.9320, wy12 = — 0.4577
wy20=—0.6113, w21 = — 0.3974, w y22 = — 0.2099
wik10=0.6656, wx11 =— 0.5493, wx12 =0.3705

Paso 1. Mientras el criterio o condicién de parada no se cumpla, proceder con los pasos 2 al 9. El cri-
terio de parada utilizado en este caso se refiere cuando el error global sea menor a E =0.05. Por lo
tanto se inicia calculando el error asociado a cada patron y el error total. Se tienen los siguientes
datos:

Patrones de entrenamiento X7, Xo. Constituyen las entradas para la capa oculta J con compo-
nentes de umbral y los niveles digitales de las bandas 1y x2

1 1 1 1 1 1
X1 = | 11 712 713 | = -4 —4 —1
Tro1 T22 T23 3 -3 0
1 1 1 1 1 1
Xo = 11 T12 Ti3 | = -2 =21
o1 T22 I23 -3 3 0

Las matrices de pesos W;(0), Wi (0) para la época o iteracion ¢t:=0. Cada fila se refiere a los pesos
tomados aleatoriamente y asociados a cada PE de la capa respectiva

wji10 Wj11 WJji12 _ —0.1875 0.9320 —0.4577
wg20 Wj21 W.Jj22 - —0.6111 —0.3974 —0.2099
WK(O) == ( WK10 WK11 WK21 ) == ( 0.6656 —0.5493 0.3705 )

W;(0) =

Los vectores de salidas 17,7» correspondientes al patrén de entrenamiento 1 y 2, respectivamente
T = (ti t12 t13)=(0 0 0)
Tp = (tin t12 t1i3)=(111)

Al propagar las entradas por medio de la regla de la suma ponderada se encuentra para el primer
patrén de entrenamiento

Z5n = W;(0)X,
7. _ (01875 09320 —0.4577 _1 A _1 A _11
JU =\ —0.6111 —0.3974 —0.2099

3 =3 0

Z. —5.2887 —2.5423 —1.1195
L 0.3487  1.6079 —0.2139

Aplicar la funcién de activacién sobre los valores de la regla de propagaciéon Zj;

O5n = f(Zn)
1 1 1
O = 0.0050 0.07294 0.2460

0.5863 0.8331 0.4467
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donde f es la funcion sigmoide definida por (11), y los componentes con valor de 1 en la fila 1 se

han agregado con el fin de constituir las salidas del elemento de umbral de la capa oculta J es

decir, O; representa las nuevas entradas de la capa de salida K para el patréon de entrenamiento 1
Regla de propagacion para la neurona de salida

Zyn = Wk(0)On

1 1 1
Zg1 = (0.6656 —0.5493 0.3705) | 0.0050 0.07294 0.2460

0.5863 0.8331 0.4467
Zx1 = (0.8801 0.9342 0.6959 )

Funcion de activacion o de transferencia en la capa de salida

Ok1 = f(Zk1)
Ok1 = (0.7068 0.7179 0.6673 )

Error asociado al patrén de entrenamiento 1

E1 = (T1—Ok1)?
By = (04996 05154 0.4451 )
P

E, = ZEl

p=1
F; = 1.4603
la suma de los errores se realiza sobre todos las muestras u, p =1, 2, ..., p del patréon de entrena-

miento 1
Para el patréon de entrenamiento 2

Zj2 = W;(0) X
7 _ ( —0.6784 —3.4246 0.7445
J2 = 0.8132 —0.4462 —1.0087

Oj2 = f(Z12)
1 1 1
Ojy = 0.3366 0.0315 0.6779

0.6927 0.3902 0.2672
Zr2 = Wgk(0) Oy
Zka = (0.7373 0.7929 0.3922)

Ok2 = f(Zk2)

Okgo = (0.6764 0.6884 0.5968)
Ey = (Tb—Ok2)?

FEy = (0.1046 0.0970 0.1628)

14
Ey, = Z E2
p=1
E, = 0.3643

Por tltimo el error global para evaluar el criterio de parada es

E = E1(0)+ E5(0)
E = 1.4603+0.3643

| FE =1.8246
por lo deben ajustarse los pesos con los valores encontrados hasta ahora
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Paso 2. Para cada patrén (X4, T,) del conjunto de entrenamiento realizar los pasos 3 al 8.
Propagacién hacia adelante

Paso 3. Cada unidad de entrada (i =1, 2, ...,1) recibe un valor de entrada z, y envia la sefial a todas
las unidades de la capa siguiente (capa oculta)

Paso 4. Cada unidad oculta (j =1, 2, ..., m) aplica una regla de propagacién generalmente utilizando
la suma las entradas ponderadas (calculadas anteriormente)

2y = <—5.2887 —2.5423 —1.1195)
0.3487 1.6079 —0.2139

2y — <—0.6784 —3.4246  0.7445 )
0.8132 —0.4462 —1.0087

Aplicar al valor de la regla de propagacion la funcién de trasferencia o activaciéon para calcular el
valor de salida

0,1 = (0.0050 0.07294 0.2460)
0.5863 0.8331 0.4467

0y = <0.3366 0.0315 0.6779)
0.6927 0.3902 0.2672

y enviar la sefial a todas las unidades de la capa siguiente (capa de salida).

1 1 1
On = 0.0050 0.07294 0.2460
0.5863 0.8331 0.4467

1 1 1
Oj2 = 0.3366 0.0315 0.6779
0.6927 0.3902 0.2672

Paso 5. Cada unidad de salida (k = 1, 2,
valores de entradas ponderadas

, n) aplica la regla de propagacién como la suma de los

Zg1 = (0.8801 0.9342 0.6959 )
Zxz = (0.7373 0.7929 0.3922 )

y aplicar la funcién de activacién para calcular su senal de salida

Ok1 = (0.7068 0.7179 0.6673 )
Ok2 = (0.6764 0.6884 0.5968 )

Retropropagacion de los errores

Paso 6. Cada unidad de salida (k =1, 2, ...n) recibe un patrén objetivo correspondiente al patréon de
entrenamiento de entrada, calcular el término de error asociado (21)

0k11(1 — 0k11) 0 0
0 = ( t11—0K11 ti12—OK12 t13— OK13 ) 0 0k12(1 — 0k12) 0
0 0 0r13(1 — 0k13)
og1 = ( —0.1465 —0.1454 —0.1481 )

Sk = (0.0708 0.0669 0.0970)
calcule el término de correcciéon de los pesos (23) (usado para después actualizar wy;)

AWk1 = ndx105
AWg1 = (—0.0880 —0.0096 —0.0546 )
AWgy = (0.0469 0.0183 0.0202 )
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Pero el ajuste total corresponde a la suma total de los incrementos de todos los patrones de entre-
namiento

AWg = ( —0.0411 0.0088 —0.034 )

y enviar dx hacia atras a los nodos de la capa inmediatamente anterior (capa oculta)

Paso 7. Cada unidad oculta (j =1, 2..., m) suma sus entradas delta (provenientes de las unidades de
la capa oculta) y calcular el término de error asociado (22). Debe tenerse en cuenta que el ele-
mento de umbral en la capa oculta no tiene conexiéon directa con la capa de entrada por lo que no
participa en la retropropagacion del error en la capa oculta, igualmente el peso que conecta este PE
con la capa de salida se actualiz6 en el paso 6.

(5] = (l—ok)OkZ ’U)kjék:DJIWK(sK

k=1
b = DJ1<_O??;E7’§§3) (—0.1465 —0.1454 —0.1481)
S51 = <0.0004 0.0054 0.0151 )
—0.013 —0.007 —0.013
b2 = DJ1<_0?3;57’§§3) (—0.1465 —0.1454 —0.1481)
P (—0.0087 —0.0011 —0.012)
0.0056  0.0059  0.0070

calcular el término de correccion de los pesos en la capa oculta (24) (usado para actualizar después
wji)

AWJ = 7]5JX3

1 -4 3
_ 0.0004 0.0054 0.0151
AWn = 02 <—0.013 —0.007 —0.013) T —4-3
1 -1 0
0.0042 —0.0077 —0.0030
AWn = (—0.0068 0.0192 —0.003)
—0.0087 —0.0011 —0.012 I =2-3
AWsz = 02( 0.0056  0.0059 0.0070) } _12 g
AW, — (0004 0.0016  0.0045
72 0.0037 —0.0032 0.001838

y el incremento finalmente en los pesos debido a los dos patrones de entrenamiento

AI/VJ = AWJ1+AWJ2
AW, — (0.000108 —0.0061 0.0015 )

—0.0031 0.0160 —0.0032
Actualizaciéon de los pesos y los umbrales
Paso 8. Cada neurona de salida (k=1,2,...,n) actualiza sus pesos y umbrales
Wk(t+1) = Wgk(t)+ AWk
Wk(1) = (0.6656 —0.5493 0.3705 ) + ( —0.0411 0.0088 —0.034 )
Wk(1) = (0.6245 —0.541 0.3361 )

Cada neurona oculta (j=1,2,...,m) actualiza sus pesos y umbrales

Wit+1) = Wikt)+ AW,

w1y = (~01875 09320 —0.4577 0.000108 —0.0061 0.0015
AT -06111 —0.3974 —0.2099 —0.0031  0.0160 —0.0032
—0.1876  0.9259 —0.4562
wil) = <—0.6145 —0.3814 —0.2131)
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Paso 9. Evaluacion de la condicién parada
Siguiendo el paso 1 se calcula nuevamente el error global con los nuevos pesos W (1)

| E=1.79278

No cumple la condicién de parada, por lo que hay que regresar nuevamente a 2 - 9

Debe observarse que en la inicializacién de la red no participa el término de momento, puesto que es nece-
sario conocer los incrementos anteriores de los pesos. Sin embargo, para saber como procede esta varia-
ci6n, se han obtenido los incrementos en la iteracién 2 y nuevamente se ajustan los pesos, pero en este
caso teniendo en cuenta el término de momento

El ajuste a realizar en los pesos que enlazan la capa de salida K

WK(2) = WK(l) + AWk +«a AWK(l)
Wk(2) = (0.6245 —0.541 0.3361 )+ ( —0.0391 0.0095 —0.0328 ) +0.9 ( —0.0411 0.0088 —0.034 )
Wk(2) = (0.5485 —0.5232 0.2722)

y el ajuste en los pesos de la capa oculta J

Wi(2) = Wi(1)+AW;+a AWs(1)
_ [ —0.1876 0.9259 —0.4562
Wi(2) = (—0.6145 —0.3814 —0.2131)

0.9 ( —0.1876 0.9259 —0.4562 )

—0.0002889 —0.0059 0.0017
—0.0027 0.0148 —0.0029

—0.6145 —0.3814 —0.2131

~( —0.1880 0.9146 —0.4531
W,2) = ( —0.620 —0.352 —0.2189)

Haciendo uso del simulador de redes neuronales artificiales neural se obtuvo una solucién satisfactoria en
la iteracion 86. A continuacién se muestra algunas de la figuras obtenidas del programa, presentandose los

ajustes de cada neurona y el proceso de entrenamiento a través de las iteraciones

e Inicializacion de los pesos (t:=0)

FRancomized Farameters,
Step 0, Total Error; 182466632 1695 14785

0.93

Ocultal
-0.1%

-0.55

Salida
-0.4 07
-0.48

Ocultaz
. -0.21
EntradaZ _oE1




Iteracion 1
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Learning Options =0
Learning Rate: 02
Momentum: 0.4
Random Parameter Bound: 1.0
0K Cancel J
"B Stopping Conditions o x
Number Of Iterations: S0
arget Error: 005
OK Cancel _j
"B Node Properties Dialog o x
Node name; :O_cultal

Parameter w_3 :
Parameter w_5 (for Entradal):
Parameter w_6 or Entrada2:
[l Sigmoid Function

[C] Tanh Function

|0, 187527752237 11833

|0.921998948100233
-0.4577321812421024

[_] Linear Function

[] Exponential Function

Cancel

L 0K

"B Node Properties Dialog

Node name:

Parameter w_ 4 :
Parameter w_7 (for Entradal):
Parameter w_8 (for Entrada2:
[ Sigmoid Function

[] Tanh Function

:Og:ulta'z-

l—O'.611346_630_6?0?955

-0.39742655324007337
-0.20986631472313477

[ Linear Function

[_] Exponential Function

L oK

Cancel

"B Node Properties Dialog

Node name:

Parameter w_0 :
Parameter w_1 (for Ocultal):
Parameter w_2 for Oculta?):
[l Sigmoid Function

[C] Tanh Function

Salida

0.BE56440045019432

-0.5493590800093504

0.370515:029105713

[_] Linear Function

[] Exponential Function

Cancel

L 0K

17
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Feached target error of 0. 0£932140140616792 after 8& steps.

Entradal
B8 Ocultal
-069
l“"‘n
515
—
-3.0%
-2.4 /
-4 66
.Ocultaz
-3.07 =
EntradaZ -~ 18

&

_Node Properties Dialog

MNode name;

Parameter w_3 :

Parameter w5 (for Entradal)
Parameter w_6 (for EntradaZ):
[] Sigmoid Function

[Z] Tanh Function

Dcultal

—0.18762625762868275

0.9259329774902764

-0.456148204728010154

[] Linear Function

|| Exponential Function

OK | Cancel

&

_Node Properties Dialog

MNode name;

Parameter w_4 :

Parameter w_7 (for Entradal)
Parameter w_8 ¢for EntradaZ):
[] Sigmoid Function

[Z] Tanh Function

Dcultaz

-0.6144873 18840713

~0.38137453514228603

~0.21308682862016067

[] Linear Function

|| Exponential Function

OK | Cancel

&

_Node Properties Dialog

Mode name:

Parameter w_0 :

Parameter w_1 (for Ocultal):
Parameter w2 for Oculta2):
[¥] Sigmoid Function

[ Tanh Function

Salica

06245 757564647955

-().540574283272299

0.3260924415691929

[_] Linear Function

[C] Exponential Function

oK || Cancel
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Total Error Plot. S99
1.79 Train
it e S e
Tatal Errar
2. 44 Test
Step Count
;ﬁgnpl_gmi.z.g_l?_:_l.r__a_r_ng;g_[g | | Step | | Step 20X | | Step To Target Error | | Stap
[] Logarithmic Scale | Close | | Clear | | Print |
Re Qs
Correctly Predicted Examples ¢y
Mocde O Node 1 Node 4 Predicted Walue -
1.6 1.1 1.0 O.aa02 i
1.0 2.0 1.0 o.aio
1.6 2.0 1.0 o.a377
2.0 -2.0 1.0 o.5538
~|
4 [¥]
Incorrectly Predicted Examples ¢
Mode o Node 1 Hode 4 Predicted WValue a
-3.0 2.8 [ER ] . 6855 |
-3.0 2.0 (e o.6879
2.0 1.0 [E ] O.6749
-2.0 -1.594 oo o.a702
=
4 [¥]
Input range threshold of classification: E
Predicted Correctly; 50%
Predicted Incorrectly: 50%
Select an output to analyze:
[¥] Salida
Close

19

En las dos ultimas graficas se muestra una operacién adicional y se refiere al error de generali-
zacion, en donde se han incluidos nuevas entradas que no participan en el ajuste de los pesos, sola-
mente son utilizados para saber que tan bien la ANN discrimina patrones que no han sido imple-
mentados en el entrenamiento de la red. Para esta iteracion la ANN no es capaz de discriminar 4
de los patrones de prueba adecuadamente
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Iteracion 86

Feached target error of 0.049321401406167%92 after 86 steps.

Entradal -
.18
: CroultaZ
L -DED e
¥ . :-_\_.h_\_“ 1
5.15
l‘.‘--\}-'\'u.- -
s gaida
-2.05 1497
-2.4 /
-4 66
\\
. DcultaZ
-2.07 =
EntradaZ _0.18
e _Node Properties Dialog /
MNode name; DOcultal

Parameter w_3 :

Parameter w5 (for Entradal)
Parameter w_6 (for EntradaZ):
[] Sigmoid Function

[Z] Tanh Function

—0.6912274320015057
2 1513644492 756134
-2 364254992820909

[] Linear Function

|| Exponential Function

OK

|| Cancel

MNode name;

Parameter w_4 :

Parameter w_7 (for Entradal)
Parameter w_8 ¢for EntradaZ):
[] Sigmoid Function

[Z] Tanh Function

e _Node Properties Dialog /

Dcultaz

-0, 1778043226415143
-2 .0463087758628115
=3 072062968956367

[] Linear Function

|| Exponential Function

OK

|| Cancel

Mode name:

Parameter w_0 :

Parameter w_1 (for Ocultal):
Parameter w2 for Oculta2):
[¥] Sigmoid Function

[ Tanh Function

H _Node Properties Dialog

Salica
1.9704737895252646
5.150860092406809
-4.66480797975023 1

[_] Linear Function

[C] Exponential Function

OK

|| Cancel

SECCION 4
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& Total Error Plot T
004 Train
e S S

Total Error
044 Test
Step Count
| Randomize Parameters || Step || Step 20X || Step To Target Error | Stap
DLugarithmicScale| [Close || Clear || Print |

o [ Test Results ] ]
Correctly Predicted Examples (8):

ode O Node 1 Node 4 FPredicted Walue
) 2.4 ) o 1 B

2.0 . eacd

L7715

3314

.5537

.3344

4997

.89929

[

[ S RN

o
O
o
o

1.0
£ R &)
2.0

[}

{fa}

o
PRRERRPOOOO
DO 0o
DO 000 oo

4]

4] [ ]
Input range threshold of classification: E

Predicted Correctly: 1003

Predicted Incorrectly: 0%
Select an output to analyze:
[v¥] Salida

En esta iteracion ya se logra una discriminacién adecuada tanto de los patrones de entrena-
miento como de prueba, y la red puede ser implementada para clasificar los nuevas entradas.
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